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RESUMEN

Este trabajo presenta un nuevo procedimiento de priorización para el Proceso Analítico Jerárquico (AHP) que, mediante el uso de metodología bayesiana, permite la obtención de las prioridades locales cuando se trabaja con matrices incompletas e imprecisas. El procedimiento propuesto emplea técnicas MCMC (Gibbs Sampling) para la obtención de la distribución a posteriori de las prioridades de los elementos comparados. 
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1. INTRODUCCIÓN

El Proceso Analítico Jerárquico (AHP) es una técnica de decisión multicriterio propuesta por Saaty (1977, 1980) que proporciona las prioridades de las alternativas consideradas en un problema de decisión evaluadas una escala de razón. Su metodología consta de cuatro pasos: (1) modelización, (2) valoración, (3) priorización y (4) síntesis.

El trabajo se centra en la segunda  tercera etapa de la metodología, es decir, la incorporación de las preferencias del decisor mediante comparaciones pareadas conforme a la escala fundamental (Saaty, 1980) y la posterior obtención de las prioridades locales.

A medida que el número de alternativas consideradas aumenta, el total de comparaciones necesarias se dispara y se hace tedioso utilizar esta herramienta. Por ello, se están investigando procedimientos alternativos que permitan obtener las prioridades sin tener que recabar todos los juicios, es decir, trabajar con matrices de juicios incompletas (Harker, 1987; Monsuur, 1996; Escobar y Moreno, 1997; Moreno y otros, 2002).

Cualquier disminución en el número total de comparaciones irá en detrimento de la acuracidad de los valores obtenidos, puesto que las redundancias en los juicios permiten mejorar la consistencia del método (Saaty, 1980). Sin embargo, cuando el problema corresponde a situaciones de fuerte incertidumbre es difícil que los resultados obtenidos para valores precisos (AHP determinístico) tengan validez, haciéndose necesario relajar la hipótesis de certidumbre (Moreno, 1997).

Una de las formas de relajar dicha hipótesis (Moreno y Vargas, 1993; Escobar y Moreno, 2000) es suponer que los juicios aij son resultados particulares de una variable aleatoria (AHP estocástico). Dentro de este contexto tiene sentido utilizar una metodología bayesiana (Berger, 1985; Bernardo y Smith, 1994), puesto que permite incorporar al modelo informaciones a priori sobre los aspectos relevantes del proceso de decisión y la posterior actualización del mismo. Este estudio pretende analizar, desde una perspectiva bayesiana, el comportamiento de las prioridades estimadas.

La incorporación de los métodos bayesianos permite el uso de distribuciones a priori para cualquier parámetro que se suponga desconocido, lo cual implica asignar una distribución de partida para el vector de prioridades. Una vez incorporadas las comparaciones que se hayan realizado entre las alternativas, se calcula la distribución a posteriori para el vector de prioridades, y a través de ella se proporciona una estimación de dichas prioridades.

Esta forma de estimar las prioridades, diferente a las usadas habitualmente (Método del vector propio por la derecha y Media geométrica por filas), no necesita de ningún requisito previo en cuanto a la estructura de la matriz de comparaciones pareadas, y gracias a ello, es válida tanto para matrices incompletas como para matrices completas (Altuzarra, Moreno y Salvador, 2003).

Por otro lado, en muchas ocasiones los decisores proporcionan información imprecisa de algunos de los juicios aij en términos de intervalos de la forma 
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. Este hecho no añade especiales dificultades a nuestro estudio, pues bastaría con aplicar el mecanismo de aumento de datos propuesto inicialmente por Tanner and Wong (1987), añadiendo como parámetros a estimar los juicios imprecisos 
[image: image2.wmf][

]

(

)

ij

ij

ij

a

a

a

,

Î

 y recurriendo a métodos MCMC y, mas concretamente, el Gibbs sampling para realizar inferencias acerca de los parámetros del modelo.

El trabajo se estructura en cinco apartados. La Sección 2 (§2) describe el modelo utilizado. La Sección 3 (§3) presenta la forma de incorporar al modelo la información imprecisa. La Sección 4 (§4) incluye un ejemplo al que se le aplica la metodología propuesta. Por último, en la Sección 5 (§5), se recogen las conclusiones más relevantes del trabajo y las futuras líneas de investigación.

2. MODELO ESTADÍSTICO

En su formulación inicial, el Proceso Analítico Jerárquico (AHP) obtiene las prioridades locales mediante el método del autovector principal por la derecha, esto es, resolviendo el problema: Aw = max con wi = 1, siendo max el máximo valor propio de la matriz de comparaciones pareadas A = (a​​​ij). 

Sea aij el juicio correspondiente a la comparación entre la alternativa i-ésima y la j-ésima  i, j ( {1,…,n} i < j. El modelo que se va a utilizar es multiplicativo y supone: 
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 donde wi es la prioridad obtenida para la alternativa i-ésima y eij es el error cometido al comparar ambas alternativas (Altuzarra, Moreno y Salvador, 1997).

Denotando por Yij = log aij, 
i = log wi, 
ij = log eij el modelo anterior queda:

Yij = ijij
Donde "n" es el número de alternativas y "N" el número de comparaciones observadas.

Para las prioridades i se ha supuesto que siguen distribuciones a priori independientes i ( N(0, 2) i = 1,..., n, todas con la misma variabilidad, siendo  un parámetro que recoge la ignorancia que se tiene acerca del valor de las prioridades i.

Además, se toma la última alternativa como la de referencia (obviamente se puede seleccionar cualquiera) para evitar problemas de identificabilidad (n=0 ( wn = 1). Esto no supone ninguna restricción adicional puesto que en AHP, se requiere la normalización de las prioridades y suponer wn = 1 no es más que una de ellas. 

El modelo considerado viene dado por las siguientes condiciones:

MODELO 1


Yij = ijij
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donde las distribuciones i son difusas si se toma  ( (.

Altuzarra, Moreno y Salvador (2003) utilizan este modelo, suponiendo la varianza conocida, para obtener estimaciones de las prioridades tanto para el tratamiento de matrices de juicios completas, como incompletas. Sin embargo, parece más realista suponer que la varianza, que además mide el grado de consistencia en el proceso de emisión de juicios, es desconocida. Por lo tanto, se trabajará con un nuevo modelo en el que las hipótesis iniciales serán las mismas, excepto que se incluye una distribución a priori para el nuevo parámetro desconocido (2). Modelizando la varianza mediante una distribución gamma para su inversa, (= 1 / 2), el nuevo modelo viene dado como:

MODELO 2


Yij = ijij
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donde G(a, b) denota una distribución gamma de media k / d y de varianza k / d2. Además, estas distribuciones son difusas si se toma  ( (, k ( 1, d ( 0.

Este modelo se puede expresar también como un modelo de regresión de la siguiente forma Y = X+ U donde:
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  vector de n-1 parámetros desconocidos, en este caso las prioridades.
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 vector de N componentes, las observaciones conocidas. 
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X (N x n-1) es una matriz en la que cada fila representa una comparación realizada y las columnas representan las alternativas. Los elementos de la fila k-ésima representan la comparación entre la alternativa ik-ésima y la alternativa jk-ésima, (
[image: image15.wmf]k

k

j

,

i

Y

), de la forma:


[image: image16.wmf]ï

î

ï

í

ì

¹

=

-

¹

=

=

resto

n

j

h

n

i

h

x

k

k

h

k

0

1

1

,


Así cada comparación realizada se refleja en la matriz X mediante dos valores 1 y –1 que aparecen en cada fila. Esto es cierto excepto para las comparaciones del tipo (Yi,n) o (Yn,i) que se representan mediante un único valor, 1 ó –1, respectivamente.

2.1. Distribución a posteriori

Combinando las distribuciones a priori del Modelo 2 con la verosimilitud del modelo se obtiene que la distribución conjunta de y,   y  es de la siguiente forma:

[y, , ] = [y | , | (

(
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Aplicando el Teorema de Bayes se obtiene que:

 | y, ~ Nn-1(m, -1S)  con
 m = 
[image: image19.wmf]y

X

X

X

I

1

m

'

1

'

1

-

-

÷

ø

ö

ç

è

æ

+

l


S = 
[image: image20.wmf]1

'

1

-

-

÷

ø

ö

ç

è

æ

+

X

X

I

1

m

l


y ~ Gamma 
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Por último, la distribución a posteriori del vector de prioridades es de la forma:

| y
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donde Tn(m, S) denota la distribución t de Student con n grados de libertad, multivariante,  vector de medias m y matriz de escala S, siendo s2 = 
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Si la distribución a priori es difusa, entonces las distribuciones anteriores quedan:

 | y, ~ Nn-1(m1, -1
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y ~ 
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| y
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siendo m1 = 
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Se puede tomar como estimador del vector de prioridades su media a posteriori, es decir: E[| y] =
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Este estimador coincide con el obtenido para el caso de suponer la varianza conocida.

A su vez, si se toma como estimador de la varianza su media a posteriori, resulta:

E[2 | y] =
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, que es un estimador insesgado del parámetro de consistencia 2.

2.2. Matrices completas

Los resultados obtenidos son válidos tanto para el caso de que la información de partida sea una matriz completa, es decir, en la que se han emitido todos los juicios, como para el caso de que la matriz sea incompleta, es decir, que falten algunos de dichos juicios.

Sin embargo, las expresiones anteriores se simplifican en el caso de trabajar con matrices completas. A continuación se presentan tales resultados:

La estimación de una prioridad cualquiera quedaría de la siguiente forma:
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De aquí se puede deducir que para la estimación de la media de cualquier prioridad solo se tienen en cuenta dos tipos de comparaciones; aquellas observaciones que afectan a la alternativa i-ésima (Yij ( j) y las observaciones que afectan a la alternativa tomada como referencia, la n-ésima, (Ynj ( j).

Por su parte, la estimación de la varianza quedaría:

E[2 | y] =
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3. INCORPORACIÓN DE INFORMACIÓN IMPRECISA

En muchas ocasiones los decisores no proporcionan información precisa de algunos de los juicios aij sino que éstos vienen dados en términos de intervalos de juicio de la forma aij (
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Este hecho se resuelve mediante el mecanismo de aumento de datos propuesto inicialmente por Tanner and Wong (1987) que consiste en añadir los juicios imprecisos como parámetros y estimarlos mediante métodos MCMC. El procedimiento seguido es el Gibbs sampling que se implementa utilizando las siguientes distribuciones completamente condicionadas:

() | yobs, ynobs 

 ynobs | , , yobs 

donde yobs corresponde a los logaritmos de los valores aij observados con precisión e ynobs a los de los valores aij no observados con precisión.

La distribución () | yobs, ynobs será un distribución normal-gamma similar a la descrita en la Sección 2.1 mientras que cada una de las componentes Yij de la distribución ynobs | , , yobs serán independientes con distribuciones normales de media  i - j y varianza  truncadas en [log(
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Utilizando el Gibbs sampling se obtiene una muestra 
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 de la distribución a posteriori (ynobs) | yobs a partir de la cual se pueden realizar inferencias acerca de cualquiera de sus componentes.

Hay que añadir al muestreo de las distribuciones completamente condicionadas un paso de imputación aleatoria de valores de los juicios imprecisos. Dicho paso se realiza utilizando las distribuciones predictivas correspondientes a dichos juicios. El Gibbs sampling consta de los siguientes pasos:

ALGORITMO GIBBS

Paso 0: Asignar valores iniciales a los juicios imprecisos 
[image: image40.wmf])
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 mediante un muestreo uniforme en sus intervalos de juicio correspondiente. Poner it =1 y repetir niter veces los pasos 1 a 3 siguientes.

Paso 1: Extraer 2(it) de  IG
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 donde y(it-1) contiene los juicios emitidos por el decisor con los juicios imprecisos imputados en la iteración anterior y 
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 e IG (n, a) denota la distribución gamma invertida con n grados de libertad y factor de escala a.

Paso 2: Extraer (it) de 
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Paso 3: Para cada juicio impreciso Yij imputarle un valor 
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 extrayendo una observación de la distribución 
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 donde NT[a, b](2) denota la distribución normal N(, 2) truncada en el intervalo [a, b]. Con dichas imputaciones construir el vector de juicios 
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En este algoritmo se eliminan las primeras niter0 iteraciones, para de esta forma alcanzar la convergencia, y se obtiene una muestra con las siguientes iteraciones, de la forma: 
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Esta muestra se utiliza para hacer inferencias acerca de las prioridades  del decisor y de su grado de consistencia 2.

4. SIMULACIÓN

A continuación, y a título ilustrativo, se presenta una aplicación del algoritmo expuesto en la Sección anterior. El estudio de simulación se ha realizado tomando como base una matriz de comparaciones pareadas ya usada en estudios anteriores. Se trata de una matriz de dimensión 8x8 (ver Tabla 1) compuesta por ocho criterios usados en la elección de una casa, un problema clásico de AHP ya descrito en Saaty y Kearns (85), Saaty y Vargas (94) y Saaty (96). Los criterios que aparecen en la Tabla 1 son los siguientes: 1- Tamaño de la casa; 2- Distancia al bus; 3- Vecinos; 4- Antigüedad de la casa; 5- Tamaño del patio; 6- Modernidad; 7- Condiciones generales; 8- Financiación
Tabla 1

	I / J
	1
	2
	3
	4
	5
	6
	7
	8

	1
	1
	5
	3
	7
	6
	6
	0,333
	0,25

	2
	0,2
	1
	0,333
	5
	3
	3
	0,2
	0,143

	3
	0,333
	3
	1
	6
	3
	4
	6
	0,200

	4
	0,143
	0,2
	0,167
	1
	0,333
	0,25
	0,143
	0,125

	5
	0,167
	0,333
	0,333
	3
	1
	0,5
	0,2
	0,167

	6
	0,167
	0,333
	0,25
	4
	2
	1
	0,2
	0,167

	7
	3
	5
	0,167
	7
	5
	5
	1
	0,500

	8
	4
	7
	5
	8
	6
	6
	2
	1


Además, para poder aplicar el ALGORITMO GIBBS se ha de disponer de información imprecisa, y por ello se ha supuesto que los juicios (1,3), (3,7) y (5,6) están censurados con valores respectivos a13 ( [1, 4], a37 ( [0.5, 6] a56 ( [1/3, 1].

El vector de prioridades (
[image: image48.wmf]w

) obtenido aplicando el método de la media geométrica por filas (RGM) a los datos iniciales resulta:

w = (w1, ..., w8) = (0.175, 0.063, 0.149, 0.019, 0.036, 0.042, 0.167, 0.350).

Esta estimación coincide con la media a posteriori calculada en la Sección 2.2 para el caso de matrices completas, puesto que ambos métodos, el RGM y la priorización bayesiana del Modelo 2 coinciden cuando en este último se toman distribuciones a priori difusas.

La medida de consistencia asociada a este vector de prioridades, el Índice de Consistencia Geométrico (GCI) (Crawford y Williams, 1985; Aguarón y Moreno-Jiménez, 2003) resulta:

GCI = 0.529, donde: 
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Además, cabe resaltar que el GCI es un estimador insesgado de la varianza de los errores, cuando se supone que el error eij sigue una distribución Lognormal (0, ).

El estudio de simulación se ha implementado de la siguiente forma:

Se han realizado 10000 iteraciones de tres cadenas de Markov iniciadas en valores aleatorios diferentes para cada uno de los parámetros que se necesitaba estimar. Se han eliminado las 2500 primeras iteraciones del muestreo y de las restantes se ha tomado una de cada tres simulaciones para evitar correlaciones. A partir de esta muestra se han calculado las estimaciones de los parámetros de interés que aparecían en el Modelo 2; es decir, 
[image: image51.wmf]w

 = vector de prioridades,  = varianza, Yij = juicios censurados.

Asimismo se han calculado intervalos de credibilidad para cada uno de los parámetros estimados. En estos intervalos se muestran los percentiles 2.5 y 97.5 de cada una de las distribuciones, así como su correspondiente mediana.

A continuación se presentan los resultados más relevantes del Gibbs sampling efectuado:

Las estimaciones de las prioridades no cambian de forma muy acusada, como se puede apreciar tanto en la Tabla 2 como en la Figura 1. Únicamente se produce un cambio en la ordenación de las alternativas. Con la información precisa las alternativas 7 y 1 ocupan el segundo y tercer lugar, respectivamente, mientras que al incorporar información imprecisa estas dos alternativas intercambian su ordenación.

	Tabla 2


	w1
	w2
	w3
	w4
	w5
	w6
	w7
	w8

	Precisa
	0.175
	0.063
	0.149
	0.019
	0.036
	0.042
	0.167
	0.350

	Imprecisa
	0.157
	0.062
	0.122
	0.019
	0.037
	0.039
	0.218
	0.345


Figura 1
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Los intervalos para las prioridades se muestran en la Tabla 3, mientras que en la Figura 2 se representan estos intervalos.

Cabe destacar que la alternativa 8 (Financiación) es la que aparece en primer lugar, destacada respecto a la siguiente, que es la alternativa 7 (Condiciones generales), que las alternativas 1(Tamaño de la casa) y 3 (Vecinos) están bastante próximas, y que podrían ser intercambiables en cuanto a su ordenación y que el resto de alternativas no tienen apenas peso respecto a las primeras.
Tabla 3

	
	w1
	w2
	w3
	w4
	w5
	W6
	w7
	w8

	Percentil 2.5
	0.114
	0.044
	0.087
	0.013
	0.026
	0.028
	0.161
	0.268

	Mediana
	0.156
	0.061
	0.121
	0.019
	0.037
	0.039
	0.217
	0.342

	Percentil 97.5
	0.210
	0.084
	0.166
	0.027
	0.052
	0.055
	0.285
	0.425


Figura 2
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Los intervalos para los juicios imprecisos se muestran en la Tabla 4

Tabla 4

	Preciso
	3
	6
	0.5

	Impreciso
	a13 ( [1, 4]
	a37 ( [0.5, 6] 
	a56 ( [1/3, 1]

	Percentil 2.5
	1.0122
	0.5038
	0.5014

	Mediana
	1.3316
	0.6060
	0.8540

	Percentil 97.5
	2.4243
	1.0578
	0.9940


De los resultados para la estimación de los juicios imprecisos cabe resaltar que el juicio a13, a pesar de poder tomar valores dentro del intervalo [1,4], prácticamente en su totalidad no sobrepasa el valor 2.4, lo cual nos indica que el Modelo 2 se comporta mucho mejor cuando se imputan estos valores, muy próximos al límite inferior,. Lo mismo ocurre con el juicio a37, que selecciona la mayoría de sus valores en un entorno muy cercano a su límite inferior.

Como consecuencia de todas estas imputaciones, la estimación de la varianza va a ser mucho menor que la estimación dada para ella cuando los juicios eran precisos.

La estimación de la varianza es  
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, mientras que su correspondiente intervalo de credibilidad es de (0.120, 0.348), siendo la mediana = 0.195.

Este resultado contrasta con el obtenido para juicios precisos, donde el GCI = 0.529. Por lo tanto, mediante la imputación de valores imprecisos es posible disminuir el grado de inconsistencia de los decisores.

5. CONCLUSIONES

Se ha analizado desde una perspectiva bayesiana un modelo multiplicativo en los errores que cuantifica la incertidumbre en el proceso de obtención de juicios (comparaciones) de un decisor estimando las prioridades asociadas a las alternativas consideradas.

Se ha presentado un nuevo método de obtención de las prioridades que tiene validez, tanto para matrices completas como para matrices incompletas, en el caso de que algunos de los juicios emitidos por el decisor no sean precisos.

El Gibbs sampling utilizado para estimar los parámetros proporciona una herramienta para “rastrear” entre todos los posibles valores de los intervalos de juicios, consiguiendo mejorar el grado de consistencia del decisor.

El trabajo podría extenderse mediante el uso de otras distribuciones a priori diferentes de la expuesta aquí, puesto que en algunos casos, si existe un número muy grande de juicios imprecisos, éstos pueden dar lugar a que la distribución a posteriori de la varianza sea prácticamente degenerada.

También es posible extender este procedimiento de imputación de juicios al caso de que existan múltiples decisores.
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